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1 Introducao

A drea de biotecnologia cresce num ritmo vertiginoso no mundo
inteiro. A quantidade de dados disponiveis para andlise aumenta,
e muito, a cada dia que passa. Estes dados sdo gerados para analise
posterior ndo apenas nas areas de pesquisa, mas principalmente
na drea médica. Por exemplo, Green and Guyeq (2011) estimam
que cada vez mais a ciéncia médica sera capaz de utilizar este tipo
de dado para preven¢io e tratamento de doencas. Eles também
afirmam que a partir de 2020 a medicina sera capaz de utilizar estes
recursos no dia-a-dia das clinicas e hospitais, devido a sua precisdo
e barateamento.

A tecnologia mais atual para sequenciamento genético chama
RNA-Seq. Estamos interessados em introduzir os principais con-
ceitos desta tecnologia, bem como conceitos bioldgicos e estatis-
ticos relacionados a ela. Veremos desde os conceitos basicos de
DNA, para entender com o que estamos trabalhando, até a andlise
dos dados tratados e resumidos.

Neste minicurso veremos uma introduc¢io a analise de dados ge-
néticos. Este trabalho nao é, de maneira alguma, uma revisao ex-
tensiva da literatura da area. A ideia principal deste livro é situar os
alunos em relagdo as atuais tecnologias e alguns dos métodos utili-
zados para a analise dos dados produzidos por elas. A evolugdo das
ferramentas de andlise ndo para nunca e métodos de analise atuais



1 Introdugdo

podem se tornar obsoletos em pouco tempo.

Veremos alguns dos conceitos basicos do DNA e da gendmica
no Capitulo p. Além disso, uma pequena introdugéo as tecnolo-
gias de sequenciamento é apresentada nesta parte do texto, bem
como as ferramentas computacionais utilizadas para converter os
resultados dos sequenciamentos obtidos diretamente das maqui-
nas para dados que o R consegue analisar. O Capitulo f mostra
algumas das ferramentas estatisticas utilizadas para a analise deste
tipo de dados. Sao apresentados desde conceitos de delineamento
de experimentos adaptados aos dados RNA-Seq até as ferramentas
estatisticas mais utilizadas para analisa-los. No Capitulo | reunire-
mos alguns dos conceitos vistos durante o livro e analisaremos um
experimento real de RNA-Seq.



2 Genomica

Os tltimos 30 anos viram uma gigante transformacio na genética e
gendmica. Podemos tragar suas origens (na verdade, as origens das
ideias da sele¢do natural) até a Grécia e Roma antigas, com Empé-
docles e Lucrécio (400 a.C. e 55 a.C., respectivamente), e aos pensa-
dores da época do Iluminismo, como Diderot(1749) e Maupertius
(1756) (ver [Zirkld (1941) para mais referéncias).

Entretanto, apenas com Gregor Mendel descobrimos que os ge-
nes possuem papel fundamental nos mecanismos da vida. Frei
agostiniano e cientista, Mendel é hoje considerado o Pai da Ge-
nética. Entre 1856 e 1863, ele delineou e executou um experimento
que o levou a descobrir a existéncia de genes dominantes e reces-
sivos. Durante 7 anos, ele plantou e testou 29.000 ervilhas, mos-
trando que uma em cada quatro ervilhas possuiam apenas alelos
recessivos, duas em cada quatro eram hibridas e uma possuia ape-
nas alelos dominantes.

O maior avango na genética, entretanto, ocorreu apenas no sé-
culo XX. A primeira descri¢ao da dupla hélice do DNA (ou acido
nucleico) apareceu em Watson and CricK (1953). O DNA é com-
posto de quatro nucleotideos diferentes, chamados adenina (A),
timina (T), citosina (C) e guanina (G). A estrutura quimica dos
quatro nucleotideos do DNA estd representada na Figura p.1.

Cada nucleotideo é chamado de base. Dizemos que adenina e



2 Gendmica
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Figura 2.1: Estrutura quimica dos quatro nucleotideos do DNA.

guanina sdo purinas, enquanto citosina e timina sio chamadas de
pirimidinas. A adenina liga-se apenas com a timina, enquanto a
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citosina liga-se apenas com a guanina. Assim, embora a estrutura
do DNA seja composta por uma dupla hélice, com duas fitas de
material genético, basta que tenhamos uma destas fitas para, auto-
maticamente, sabermos a composi¢do da outra. A Figura p.3 (em
inglés) mostra estas peculiaridades em detalhes.

Na década de 1970, 0o método chamado “Sanger sequencing” (San
ger and Coulson (L975) Sanger et al] (1977)) tornou-se a primeira
maneira padrdo de sequenciar genomas. Este foi o0 método utili-
zado no Projeto Genoma Humano, por exemplo. Criado em 1993,
com o objetivo de sequenciar completamente o DNA de um ser hu-
mano, levou 13 anos para ficar pronto, ao custo de USs2,7 bilhdes
(Green and Guyer (2011)). Atualmente, as maquinas de RNA-Seq,
a tecnologia que nos interessa neste trabalho, sdo capazes de se-
quenciar o genoma de um ser humano em 8 horas, ao custo de
USs$1.000,00.

Apesar de todos os avangos na obteng¢do de dados genéticos, ainda
ndo existe uma maneira definitiva de se testar a diferenca de expres-
sdo génica para experimentos de sequenciamento RNA-Seq. Em-
bora aliteratura da drea ja tenha métodos bastante conhecidos para
realizar estes testes (por exemplo, [Anders and Huber (2010) e Ro]
binson et al] (201d), criadores dos pacotes DESeq e edgeR do R),
eles apresentam deficiéncias. Por exemplo, uma das caracteristicas
dos experimentos de sequenciamento RNA-Seq é a geragdo de mui-
tos zeros. Os métodos tradicionais de anélise removem boa parte
destes zeros durante sua execucio.

11



2 Gendmica
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Figura 2.2: Estrutura de dupla hélice do DNA com seus quatro nu-
cleotideos: adenina (A), timina (T), guanina (G) e ci-
tosina (C). Cada posi¢do nas fitas é chamada de base.

Imagem retirada de Alberts et al] (2002).
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2.1 RNA-Seq

2.1 RNA-Seq

A tecnologia mais recente disponivel no mercado é chamada de
RNA-Seq (ou MPSS - Massively Parallel Signature Sequencing). De
acordo com Auer and Doergg (201d), Illumina’s Genome Analyzer,
Applied Biosystems” SOLiD e 454 Genome Sequencer FLX sio as
trés solugdes mais adotadas comercialmente. Em vez de detalhar-
mos cada uma destas tecnologias neste trabalho, vamos nos focar
na tecnologia criada pela Illumina. Detalhes sobre as outras duas
tecnologias podem ser obtidos em [Ansorge (2009).

Muitas das vezes em que realizamos experimentos a respeito de
genomas, estamos interessados em comparar a expressdo génica de
um ou mais grupos de seres vivos. Mas o que vem a ser expressio
génica? Alberts et al] (2002)) define a expressdo génica como o pro-
cesso em que a informagao de um gene ¢ utilizada na sintese de um
produto génico. Na grande maioria das vezes, isto significa trans-
formar um ou mais aminoacidos em proteinas.

Em vez de medir a expressdo génica diretamente, a tecnologia
criada pela Illumina isola 0 RNA mensageiro (mRNA) das células e
replica-o aleatoriamente. Um processo chamado sonificagao, frag-
menta este mRNA aleatoriamente em milhdes de pedagos, que sao
transcritos para DNA complementar (cDNA). Entretanto, apenas
fragmentos de um certo tamanho, que varia entre 35 e 300 pares
de base, dependendo da tecnologia, sdo selecionados. Pequenos
adaptadores, que em geral sdo menores do que 20 pares de base,
sdo anexados as extremidades destes fragmentos. Através de uma
reacdo quimica chamada PCR, descrita em detalhes por Ochman
etall (1988) e Saiki et all (1988), estes fragmentos sdo amplificados.
Cada etapa de amplificagdo dobra a quantidade de cDNA dispo-
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2 Gendmica

nivel. Este cDNA amplificado ¢ colocado num chip similar ao da
Figura b3 e, enfim, sequenciado por uma méquina.

Figura 2.3: Chip da empresa Illumina, com suas 8 faixas que podem
receber até 16 sujeitos cada uma.

Apds o sequenciamento dos fragmentos de cDNA, estes sdo ali-
nhados a um genoma de referéncia. Este genoma de referéncia tem
regides de interesse anotadas a ele, como genes e exonsl. Hé diver-
sas maneiras de realizar este alinhamento. Uma destas maneiras é

'Regido do DNA que codifica aminodcidos em proteinas.
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2.1 RNA-Seq

através de um programa chamado Bowtie, descrito em Langmead
et al] (ood). Note que alinhar um genoma sequenciado a um ge-
noma de referéncia nada mais é do que encontrar uma ordem cor-
reta para os milhdes de fragmentos obtidos durante o processo de
sequenciamento. O Bowtie é capaz de fazer isto rapidamente, até
mesmo num computador pessoal. Outros programas como BWA
(Liand Durbin (2ood)) e Maq (Li et al] (2008)) sao boas alternati-
vas para o Bowtie.

Ap6s os dados obtidos terem sido alinhados, é necessario calcu-
lar a expressdo génica digital do experimento. A expressdo génica
¢ definida como o nimero de fragmentos de cDNA que sdo alinha-
dos a cada exon do genoma de referéncia. A Figura p.4 exemplifica
este calculo para um gene qualquer.

-+ | Exon1 | Intron 1 | Exon2 | Intron2 | Exon3 |-

Figura 2.4: Exemplo de contagens alinhadas de dados RNA-Seq.
A expressdo génica ¢ definida como o numero de frag-
mentos lidos (pequenos retangulos negros) que sdo ma-
peados aos exons (grandes retdngulos cinzas) em cada
gene. Neste exemplo, a expressdo génica digital é 12 +
19+ 5 = 36.

Uma maneira de determinar estas contagens é através de um
programa capaz de lidar com arquivos do tipo SAM. Uma alter-
nativa popular é o pacote SAMtools, descrito em [Li et al] (2ood).
Dentre as diversas funcionalidades deste programa, coverageBed é
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2 Gendmica

aquela que precisamos para determinar a expressdo génica digital
para experimentos de RNA-Seq.

Como os dados que obtemos vem de contagens, é facil ver que
a expressdo génica digital ndo é uma variavel aleatéria continua.
No passado, transformariamos estes dados e usariamos métodos ja
conhecidos de andlise. Entretanto, com o desenvolvimento atual
da Estatistica e das novas ferramentas disponiveis, somos capazes
de trabalhar com estes dados sem transforma-los.

2.2 Pipeline

Para que possamos testar a diferencia¢do na expressdo génica de
dados provenientes de dados de experimentos de RNA-Seq, pri-
meiro precisamos preparar o output das maquinas de sequencia-
mento. Hé diversas maneiras de fazermos isto, mas elas sdo idén-
ticas em seu cerne. De maneira geral, um pipeline para um expe-
rimento RNA-Seq consiste de cinco passos:

1. Preparag¢do da amostra
2. Sequenciamento

3. Controle de qualidade

4. Alinhamento das leituras

5. Analise e descri¢do dos resultados

Reconhecemos a importancia dos passos 1 e 2 na analise deste
tipo de dados, mas devido a restrigdes diversas, eles estdo fora do

16



2.2 Pipeline

escopo deste trabalho. Passaremos brevemente pelos passos 3 ¢ 4,
descrevendo-os superficialmente. Nos focaremos no passo 5 nos
capitulos seguintes.

Pipeline é uma expressio inglesa que, no contexto de analise de
dados genéticos, significa um conjunto de métodos utilizados para
tratar os dados para analise. Existem diversas maneiras de prepa-
rarmos dados deste tipo. Para ndo nos estendermos em demasia,
vamos mostrar como converter arquivos do tipo Sequence Read
Archive ou Short Read Archive (SRA) nas contagens de genes que
serdo analisadas posteriormente pelo R.

O formato SRA foi definido por ffor Biotechnology Information
([US). Em resumo, é um formato universal utilizado para armazenar
dados de sequenciamento genético. Este formato é capaz de guar-
dar as leituras das maquinas em um formato binario nao-ambiguo.
Atualmente, algumas agéncias de fomento e revistas cientificas de
acesso livre exigem que os pesquisadores disponibilizem os dados
de sua pesquisa neste formato para que suas pesquisas sejam publi-
cadas.

Entretanto, arquivos SRA sdo apenas recipientes bindrios para
dados de experimentos RNA-Seq. Desta forma, precisamos extrair
seu conteudo de modo que ele possa ser convenientemente anali-
sado. Felizmente, o NCBI disponibiliza via download gratuito, seu
SRA Toolkit através do endereco http://www.ncbi.nlm.nih.
gov/Traces/sra/sra.cgi?view=toolkit_doc. Ha varias for-
mas de extrair os dados destes arquivos. Cabe ao pesquisador esco-
lher aquela que melhor se adapta as suas necessidades. Por exem-
plo, para extrair os dados para o formato FASTQ, a rotina a ser
utilizadas é a fastq-dump.

17
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2 Gendmica

O formato FASTQ, definido em Cock et al] (201d), é um arquivo
texto usado para compartilhar os dados lios por maquinas de se-
quenciamento. Um das grandes vantagens deste formato ¢ a gra-
vagdo simultanea tanto da sequéncia genética, quanto da qualidade
de cada base lida. Como é um formato desenvolvido pela empresa
Solexa, Inc., é o formato utilizado nas maquinas Illumina. Abaixo
vemos um exemplo de um destes arquivos.

@SRR014849.1 EIXKNA201CFU84 length=50
GGGGGGGGGGGGGGGGCTTTTTTTGTTTGGAACCGAAAGGGTTTTGAAT
+SRR014849.1 EIXKN4201CFU84 length=50
3+g# N 7EQ71, 1" ;C?,B;76B; :EALEA 1EA5'9B:

Otitulo e descrigdo opcional

linha com o que foi sequenciado
+repeticdo opcional do titulo

linha com as qualidades da sequéncia

Apds o arquivo FASTQ ser obtido, os milhdes de fragmentos
presentes em cada arquivo devem ser alinhados a um genoma de
referéncia. Minha escolha de alinhador é o programa Bowtie, des-
crito em detalhes por Langmead et al] (2oog). Os genomas de refe-
réncia mais recentes podem ser obtidos gratuitamente no UCSCH
Genome Bioinformatics Site (http://genome.ucsc.edu/). O
resultados do alinhamento feio pelo Bowtie é um arquivo Sequence
Alignment/Map (SAM), que nada mais é do que um arquivo texto.

O programa BEDTools (Quinlan and Hall (2010)) ¢ utilizado
para converter os arquivos SAM obtidos até o momento em ar-

?University of California, Santa Cruz
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Figura 2.5: Fluxograma mostrando os passos necessarios para
transformar um arquivo SRA em contagens de genes
que podem ser analisadas pelo R.
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2 Gendmica

quivos BAM (Binary Alignment/Map). Este arquivo nada mais é
do que a versao compactada do arquivo SAM. Apés a obtengdo do
arquivo BAM, utilizamos o programa SAMTools (Li et all (2009))
para finalmente converter os alinhamentos obtidos anteriormente
em expressoes génicas digitais, que serdo analisadas pelo R.

O procedimento completo estd resumido em um fluxograma exi-
bido na Figura p.4.

20



3 Analise de Dados

Neste capitulo veremos diversas caracteristicas dos experimentos
de RNA-Seq. Vamos ver como planejar corretamente experimen-
tos que utilizem esta tecnologia e como analisd-los posteriormente
da melhor maneira possivel.

3.1 Delineamento de Experimentos

Assim como todo estudo cientifico, experimentos que utilizardo
dados de RNA-Seq devem ser planejados corretamente, de modo
a obtermos o maximo de informagdo com o menor custo possivel.
Auer and Doerge (2o1d) fazem um excelente apanhado de técni-
cas que devem ser utilizadas para o delineamento de experimentos
neste contexto. Faremos um breve resumo destas técnicas a partir
de agora. O leitor familiarizado com a teoria de planejamento de
experimentos encontrara diversas similaridades com as caracteris-
ticas classicas de um experimento bem planejado.

Experimentos bem controlados e bem planejados sdo a chave
para que possamos obter o maximo de informagcéo a respeito do
problema que desejamos atacar. E necessario saber escolher corre-
tamente a populagdo que interessa ao nosso estudo (amostragem),
incluir a quantidade correta de sujeitos nele (replicagdo), verificar
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3 Andlise de Dados

se é possivel reunir os sujeitos em grupos de similaridade (agru-
pamento em blocos) e alocar aleatoriamente os sujeitos nos trata-
mentos considerados (aleatoriza¢io).

Como visto acima, as quatro principais caracteristicas da coleta
e da andlise de dados sdo amostragem, aleatorizagio, replicacio e
agrupamento em blocos. Embora estas caracteristicas sejam sim-
ples de definir e entender, nem sempre a sua implementagdo é facil
de ser realizada. Veremos, a seguir, como definir cada uma delas e
como elas se relacionam com o tipo de experimento que nos inte-
ressa aqui.

3.1.1 Amostragem

A amostragem de um experimento de RNA-Seq segue ideias simi-
lares a de qualquer outro experimento estatistico. Devemos defi-
nir claramente qual é nossa populac¢io de interesse, de modo a ndo
extrairmos informagdes desnecessdrias a partir do experimento.
Apds apopulagio ser definida, é necessario definir como uma amos-
tra representativa desta popula¢io serd obtida. Ha diversas manei-
ras disto ser feito, mas elas fogem do escopo deste texto.

Definir a populagido é, algumas vezes, uma tarefa 6bvia. Por
exemplo, se estivermos interessados em saber as inten¢des de voto
para prefeito de Porto Alegre, devemos restringir as entrevistas a
pessoas maiores de 16 anos, que possuam titulo de eleitor e que te-
nham domicilio eleitoral na cidade. Num cendrio assim, de nada
adianta entrevistarmos crianc¢as ou americanos nascidos Nova lor-
que, pois estes sujeitos ndo terdo influéncia no resultado da eleigao
que estamos analisando.

Nos estudos que envolvem RNA-Seq, entretanto, surgem algu-
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3.1 Delineamento de Experimentos

mas complicagdes no processo de amostragem. Nao basta apenas
selecionar os individuos certos para serem sequenciados. Também
é necessario determinar de onde, em cada individuo, serd retirada a
amostra de tecido a ser sequenciada. Talvez ndo faga sentido retirar
uma amostra do tecido do figado de um sujeito se o experimento
visa estudar pessoas que sofrem de cincer na faringe.

Nao obstante, cada tecnologia de sequenciamento e cada técnica
de purificagdo de RNA se comporta de maneira diferente de acordo
com o tecido a ser sequenciado. Assim, o ideal é realizar estudos-
piloto, com amostras pequenas, a fim de determinar qual combina-
¢do gera as amostras com melhor qualidade. Apos isto ser definido,
mantém-se constante, até o final do experimento, a melhor confi-
guragio de tecido e técnica de purificacgéo.

3.1.2 Aleatorizacao

Com a populac¢do e a maneira de obter amostras dela definidas, o
passo seguinte é a aleatorizagdo da amostra. Geralmente, nos casos
de diferenciacido genomica, os pesquisadores estdo interessado em
fazer comparagdes entre tratamentos diferentes através de contras-
tes. Para que tenhamos um experimento bem realizado, é impor-
tante que os sujeitos sejam atribuidos de maneira aleatéria entre
os diversos tratamentos considerados. Devemos evitar ao maximo
vicios que possam surgir devido a alocagdo errada de sujeitos em
tratamentos.

23



3 Andlise de Dados

3.1.3 Replicacao

De nada adianta um experimento ser bem amostrado e bem alea-
torizado se ndo houverem replicagdes suficientes em sua execugao.
A quantidade de replicagbes a serem depende do experimento a ser
realizado e da quantidade de verba disponivel para realizar o expe-
rimento. De nada adianta determinar que 100 organismos serdo
sequenciados se ndo ha dinheiro (ou até mesmo tempo) disponivel
para tal. Sdo dois os principais tipos de replicagio existentes em
experimentos de RNA-Seq.

O primeiro deles, e que é mais similar aquilo que entendemos
como replica¢do no sentido tradicional do termo, é chamado de re-
plicagdo bioldgica. Temos replicagdes bioldgicas quando um mesmo
organismo possui mais de um sujeito presente no experimento. Por
exemplo, se estamos sequenciando um grupo de 10 humanos para
estudar os componentes genéticos do Mal de Alzheimer, cada uma
das pessoas deste grupo é uma replicagio bioldgica.

O segundo tipo de replicagdo é chamado de replicacio técnica.
Devido a grande variabilidade presente nas tecnologias de sequen-
ciamento atuais, devemos levar em conta que nem sempre teremos
as mesmas leituras ao sequenciar um organismo. Por isso, é inte-
ressante sequenciar mais de uma vez o mesmo sujeito selecionado
para o experimento, a fim de identificar os erros de medi¢ao dos
equipamento utilizados. Portanto, a replicagdo técnica nada mais
é do que o ressequenciamento de um sujeito presente no experi-
mento.

Pensando novamente a respeito de um experimento hipotético
sobre o Mal de Alzheimer, se tivermos 10 sujeitos no experimento,
onde o genoma de cada um foi sequenciado 3 vezes, teremos 10 re-
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3.1 Delineamento de Experimentos

plicagdes bioldgicas e 3 replicagdes técnicas por sujeito. Saber iden-
tificar as fontes de variagéo bioldgica e técnica de um experimento
¢é importante para que os dados sejam analisados posteriormente.
Estudos observacionais sem replica¢des biologicas foram comuns
durante um bom tempo (Marioni et al] (2008)). Entretanto, este
tipo de estudo ndo possui a liberdade de um experimento contro-
lado. Por exemplo, néo é possivel, em estudos observacionais, de-
terminar quais sujeitos estardo nos grupos de tratamento e de con-
trole. Por este motivo, ndo é possivel estimar a variabilidade in-
tragrupos nos casos em que nao ha replica¢do nos dados, prejudi-
cando assim a sua andlise e a generalizagdo dos resultados obtidos.

3.1.4 Agrupamento em Blocos

A Figura B.] representa, esquematicamente, um chip da tecnologia
Mlumina. Como vimos anteriormente, estes chips possuem oito
faixas. Gragas a marcadores personalizados, cada faixa pode rece-
ber material genético de mais de um sujeito para ser sequenciado.

Em estatistica, o agrupamento por blocos é um recurso utilizado
para reduzir a variabilidade nos dados. Através dele, o pesquisador
procura incluir um fator no modelo que retna os sujeitos presentes
no experimento em grupos. Estes grupos sdo criados a partir da
similaridade entre eles. Por exemplo, ao testar quatro compostos
diferentes de pneus, podemos considerar que os carros utilizados
no experimento sdo blocos.

De modo a reduzir a variabilidade na analise de dados de ex-
perimentos RNA-Seq, podemos agrupar os genomas em blocos.
Em geral, os chips e as faixas sdo as duas maneiras mais comuns
de agrupar tais dados durante sua analise. Embora esperemos que
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3 Andlise de Dados

L1 L2 L3 L4 L5 L6 L7 L8

Figura 3.1: Representa¢do esquemdtica de um chip Illumina e suas
8 faixas.
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nem os chips e nem as suas faixas influenciem muito no resultado
dos sequenciamentos, nem sempre podemos garantir este resul-
tado na pratica.

Devido a natureza deste tipo de experimento, em geral conside-
ramos o delineamento por bloco incompleto equilibrado como a
maneira mais adequada para analisar os resultados de sequencia-
mento obtidos.

3.2 Modelagem

A analise de dados de contagem néo é simples. Por serem de natu-
reza discreta, as ferramentas mais comuns de modelagem estatis-
tica ndo sdo capazes de lidar com este tipo de dado. Por isso, novos
métodos tiveram que ser desenvolvidos a fim de que experimentos
de RNA-Seq pudessem ser analisados corretamente.

Os principais métodos de analise deste tipo de dados sdo basea-
dos em Modelos Lineares Generalizados (MLG). Veremos a seguir
como utilizar o MLG para analisar dados discretos e, consequen-
temente, dados provenientes de experimentos RNA-Seq. Também
veremos com alguns detalhes a teoria por tras de um dos métodos
mais utilizados atualmente neste tipo de pesquisa e que esta dispo-
nivel no pacote edgeR do R.

3.2.1 Modelos Lineares Generalizados

O MLG ¢é uma extensio do Modelo Linear baseado na distribui-
¢do normal. De acordo com McCullagh and Neldeq (1989)), ha trés
componentes principais em um MLG:
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3 Andlise de Dados

+ uma distribui¢do de probabilidade, da familia exponencial,
para o vetor resposta Y’

« um preditor linear para a esperan¢a 7 = X 3, que especifica
as variaveis explicativas do modelo

 uma funcio de ligagdo g(-) que relaciona n e p tal que np =
9(n)

Perceba que se g(-) for a fun¢do identidade, o método de mini-
mos quadrados torna-se um caso particular do MLG. Desta forma,
0 MLG se reduz a forma candnica e pode ser entendido como o
método de minimos quadrados tradicional.

O vetor com n observa¢des independentes (Y7, -+, Y, ), repre-
sentado por Y, pertence a familia exponencial. Sua fun¢io densi-
dade de probabilidade pode ser expressa como

y:0; — K(0;)
a; (o)

Na equagdo (1), x(6,) é o cumulante, a(¢) é o pardmetro de
escala e ¢(y,|®) é o pardmetro de normalizagdo, que garante que a
integral da funcdo densidade de probabilidade seja 1. Uma carac-
teristica destes modelos é

7416, 6) = exp{ +c<yi¢>}. (1)

Para a distribuicio de Poisson,
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3.2 Modelagem

A
F(YilAs) = ﬁe :
_exp[Y;log()\;) — \]
— v
1
= 7P (A exp[Vilog(N,)]. (2)

Na equagio (53), A(Y;) = 1/Y,L {Y;) = Yy, c(0) = c(\;) = 1,
and w(f) = w(\;) = log();). McCullagh and Nelder (1989), ao
definirem os Modelos Lineares Generalizados, usam esta familia
para desenvolver sua teoria.

As distribuicdes de probabilidade mais usadas para modelar da-
dos de contagem sdo a distribui¢ao de Poisson e a Binomial Nega-
tiva. Sabemos que se X ~ Poisson(\), entdo sua fungdo massa de
probabilidade ¢ dada por

e AN

z!

flz|\) = , y=0,1,-, A>0.

Além disso, podemos mostrar que
E(X)=A
Var(X) = A
Como podemos ver acima, a esperanga e a varidncia de uma va-

ridvel aleatoria de Poisson sdo iguais. Nem sempre os dados pro-
venientes de experimentos reais respeitam esta limitacdo. Ou seja,
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3 Andlise de Dados

por definicdo, a distribui¢do de Poisson acaba limitando sua apli-
cagdo na pratica. Além disso, obrigatoriamente a sua variincia vai
aumentar proporcionalmente de acordo com a média, que é outro
fator limitante para o tipo de andlise que pretendemos fazer.

Quando a variancia dos dados é maior do que sua média, dize-
mos que os dados sdo sobredispersos. Além disso, devido a natu-
reza dos dados de experimentos RNA-Seq, muitos zeros sdo gera-
dos. Como vimos anteriormente, estas contagens dizem respeito
a expressdo génica. Assim, em alguns casos, ndo sabemos se tais
zeros se referem a genes que nio foram lidos durante o sequencia-
mento ou se 0s genes ndo possuem expressdo alguma.

Gragas a esta restricdo na relacdo entre a média e a varidncia
da distribuigdo de Poisson, precisamos procurar uma distribuicio
de probabilidade que seja mais versatil. Varios trabalhos, como
Plackett (1981), McCullagh and Neldet (1989), Dobson and Barnett
(2008), Madsen and Thyregod (201d) e Hilbe (2011), sugerem que
dados de contagem que apresentam sobredispersdo sejam modela-
dos através de uma binomial negativa. Embora métodos capazes
de lidar com sobredispersdo sejam conhecidos ha bastante tempo,
muitos autores acabaram propondo modelos baseados na distri-
buigao de Poisson para ajustar este tipo de dado. Como exemplo
disso podemos citar Marioni et al] (2008), Auer and Doergé (2010),
Auet (ko1d) e Blekhman et al] (2o1d).

A distribui¢do Binomial Negativa é uma maneira de modelar da-
dos sobredispersos. Como a distribuicdo de Poisson, a Binomial
Negativa é util para modelar dados de contagem. Mas ao contrario
do que ocorre com a Poisson, a varidncia da Binomial Negativa ndo
é limitada por sua média. Assim, esta distribui¢do consegue lidar
de maneira mais eficaz com dados sobredispersos.
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3.2 Modelagem

Seja Y uma variavel aleatéria com distribui¢do Binomial Nega-
tiva. Assim, Y modela o niimero de sucessos y numa sequéncia de
tentativas de Bernoulli independentes, até que o r-ésimo fracasso
ocorra. A fun¢do massa de probabilidade de Y é dada por

r+y—1 ”

(33)
onde y é o nimero de sucessos até observarmos r fracassos du-
rante a realizagdo do experimento e p é a probabilidade de sucesso
para cada tentativa de Bernoulli. Podemos reparametrizar (B.3) de-
finindo dois novos pariametros = E(Y) e ¢ = 1/r, chamados
de média e pardmetro de dispersio, respectivamente. Esta repara-
metrizagdo pode ser justificada utilizando a equagéo (B.3) reescrita
na sua forma exponencial, dada por (B.1):

Twlp,r) = exp {y log(1 — p) + rlog(p) +log (* :i; 1>} ,

onde ylog(l — p) e (0;) = rlog(p) sdo a fungio de ligacdo e o
cumulante, respectivamente. Podemos definir

0 =log(l—p) = p=1—exp(h)
k() = —rlog(p) — k(0) = —rlog(l — exp(h)).

Diferenciando () com respeito a 6, temos o valor esperado de
Y, dado por
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Ok Op
/ —_— e
(6) = Op 00
r
= ——(— ]_ —
5 (—(1=p))
r(l—
_i-p) (3.4)
p
e sua variancia, dada por
k)= 2n () e
— op2 \ oo Op 002
T —r
=50=-p2+—01-(01+
=P+ 1= +p)
1—
= TTQP) (3.5)

De modo a ter um modelo mais prético para se trabalhar, podemos
reparametrizar p e r utilizando (§.4):

r(lp—m =u
& L2 =%
< 11 :%
& & =1—|—%
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< = :Ttu
T
< b Crdp
o P =
r(l+£)
L+ op’

onde ¢ = 1/r. Podemos substituir os novos parametros y e ¢ em
(B-3) para obter

_ Ty+e™Y L\ L\

- F(g(yl)??y 1+)1> (s 1>¢ (545) 69

De (B-4) e (.9), podemos mostrar que sua esperanga e variancia
sdo dadas por

E(Y) = @ = (3.7)
Var(v) = S22 g, (5.8

respectivamente, de acordo com a parametrizagio dada em (B.6).
Portanto, em vez de utilizarmos os pardmetros 7 e p, a fungdo massa
de probabilidade da distribui¢do Binomial Negativa pode ser defi-
nida através da sua esperanga e variancia, dadas por (-7) e (5.§),
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3 Andlise de Dados

respectivamente. Como Var(Y) = u + ¢u?, dizemos que ¢ €

(0, 00) é 0 parametro de dispersdo. Percebaquese — 0,Y — X,

onde X ~ Poisson(u). Portanto, a distribuicdo de Poisson é um

caso especial da distribui¢do Binomial Negativa.
Sey,;,i=1,2,--,néumaamostraiid. f(y|u,¢), definida em

(B-6), podemos escrever £(u,; y, ¢), sua fungdo de log-verossimilhanga,

como

n

L(y;|p, &) =log([ | £(wslu, ¢)

1=1

. f; o () ()
1

{wioe (1 ¢) o~ log(1 + op)
+log I'(y; + ¢ 1) log I'(y;, + 1) +log I'(¢71)}
{y:log(ued) — (y; + ¢~ *)log(1 + ¢p)

log I'(y; + ¢ ') —log I'(y; + 1) —log I'(¢~*)}

S

<
jury

A maneira mais eficaz de estimar os pardmetros dos MLGs é
através de uma algoritmo chamado IRLS (Iteratively Reweighted
Least Squares - Minimos Quadrados Reponderados Iterativamente).
A ideia basica deste procedimento é dada abaixo:

1. Inicializar (3, o vetor com os pardmetros do modelo, e o pre-
ditor linear 1
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3.2 Modelagem

2. Calcular os pesos W~1 = V¢’(8), onde V é a variancia
dada por " (6), onde 8 = |3, ¢]

3. Calcular Z = n+ (Y — B8)g’(B)

4. Regressar Z nos preditoresz, x4, -+, x,, com pesos W para
obter atualiza¢des para 3

5. Calcular 1) baseado nas estimagdes da regressao
6. Calcular 8 como g~ 1(n)

7. Calcular a fungio de log-verossimilhanga

8. Iterar até a convergéncia

Variagdes deste método podem ser encontradas em todas as prin-
cipais implementag¢des do algoritmo IRLS (Hilbe (2o11)), embora
possam existir pequenas variagdes entre elas.

Utilizamos o Teste de Razdo de Verossimilhangas (TRV) para re-
alizar inferéncias a respeito da diferenca na expressdo génica. Este
método tem sido usado ha anos para comparar modelos encaixa-
dos. Um destes modelos, chamado alternativo, tera mais parame-
tros, enquanto o outro modelo, chamado nulo, terd menos para-
metros. Outro uso para os Testes de Razdo de Verossimilhangas é
testar, dentro dois diferentes modelos, com distribuicdes diferentes
(e.g., Poisson e Binomial Negativa), possuem um ajuste melhor aos
dados. O TRV também ¢ util para decidir se devemos adicionar ou
remover preditores do modelo ajustado.

A intuigao por trds dos Testes de Razdo de Verossimilhangas se
baseiam no fato de que, para uma certa realiza¢do de um certo pro-
cesso, possui uma chance de ser melhor modelada por um modelo
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3 Andlise de Dados

ou outro. Quando tomamos a razio das log-verossimilhancas des-
tes modelos, calculamos quio mais provavel os dados estdo de se-
rem melhor ajustados por um modelo do que sob o outro.

Suponhamos que 6 seja o vetor de pardmetros do modelo que
estamos ajustando aos dados. Definimos o conjunto w como o es-
paco nulo e o conjunto {2, complementar de w, como o conjunto
alternativo. Portanto, w U {2 é o espago completo, com todos os
parametros possiveis. As hipdteses sendo testadas sdo

Hy :0cw

A justificativa por tras dos TRV pode ser entendida através de
um exemplo dado em Casella and Berger (2001). Seja f(z|¢) a fun-
¢do massa de probabilidade de uma variavel aleatéria discreta. Seja
a estatistica do teste de razdo de verossimilhanga A(X) definida
por

sup,_., Lo(6]X)

AX) = by LA (O1X) (3.9)

onde L e L 4 sdo as verossimilhangas sob as hipdteses nula e al-
ternativa, respectivamente.

Pela defini¢ao da méxima verossimilhanga, o numerador de (B.9))
é a probabilidade méxima da amostra observada, sob a hipdtese
nula. O denominador de (B.g)é a probabilidade maxima da amos-
tra observada sob o espago de todos os pardmetros. Em outras pa-
lavras, a verossimilhanga no numerados é calculada sobre os para-
metros presentes em Hy, enquanto a verossimilhan¢a no denomi-
nador é calculada sobre todos os parametros presentes.
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3.2 Modelagem

Se a razdo destes dois maximos é pequena, entdo h pontos no
espaco da hip6tese alternativa para os quais a amostra observada é
muito mais provavel do que qualquer ponto no espa¢o nulo. Nesta
situagdo, o critério do TRV afirma que H, deve ser rejeitada em
favor de H 4.

No contexto dos MLGs, o principal interesse é testar as hipoteses

HO: 6q:/8q+1 :~--:Bp71
H 4 : nemtodos os 3, em H sdo iguais

onde, por conveniéncia, o0 modelo é ajustado de tal forma que os
ultimos [ — h coeficientes do modelo de regressao sio aqueles que
serdo testados. O modelo em H, é definido como o modelo redu-
zido e 0 modelo em H 4 é definido como modelo completo.

A expressdo (B.9) pode ser reescrita como

L0,

A(X)=—2log (LA<9|X>

ou, ainda,
AX) = =2(£o(410) — £4(119))
onde £ (y|§) el 4 (y|é) sdo os maximos das log-verossimilhancas

sob os espagos nulo e alternativo, respectivamente. Para amostras
grandes,

AX) = x2
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3 Andlise de Dados

onde s é a diferen¢a no nimero de pardmetros entre os modelos
nulo e alternativo.

3.2.2 edgeR

Atualmente, um dos métodos mais utilizados para realizar a and-
lise de diferenciagio gendmica é a maxima verossimilhanca con-
dicional ajustada pelos quantis. Este método estd implementado
no pacote edgeR do R, disponivel no site do projeto Bioconductor
- http://www.bioconductor.org/. Este pacote executa a ana-
lise de diferenciagdo para qualquer caracteristica genética, como
genes, exons, transcri¢gdes ou intervalos genéticos gerais. Normal-
mente, genes sio utilizados neste tipo de andlise. Este método é
descrito com mais detalhes em Robinson et al] (2010).

De maneira similar aos mais recentes métodos estatisticos, o pa-
cote edgeR assume que as contagens dos genes seguem a distribui-
¢do Binomial Negativa. Este método utiliza um estimador de ma-
xima verossimilhanca condicional ajustada pelos quantis (CML)para
o parametro de dispersdo da distribui¢do Binomial Negativa. Para
fazer isto, os autores assumiram que se todas as amostras ¢ no ex-
perimento possuem o mesmo tamanho (i.e., m; = m), a soma
Z =Y, +Yy+-+Y, ~ NB(km\, ¢pk~1) é verdadeira. Condici-
onando a verossimilhanga em Z e tomando seu logaritmo natural,
temos

k
£(z],0) = | > logT(y; + ¢ 1) | +logI'(ng)
=1

—logI'(z+ k¢1) —klog I'(¢p~1). (3.10)
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Com a equagdo (B.1d) é possivel construir um método de es-
timagdo para o parametro ¢. Entretanto, a hipdtese do mesmo
tamanho para as bibliotecas ¢ no experimento ndo é sempre ver-
dadeira. Neste caso, eles também propuseram um método para
iguala-las. Este método é capaz de gerar “pseudo-dados” ajustados
pelos quantis, permitindo assim a estimagdo do pardmetro ¢.

1

Sejam* = (H’Ll mi) ¥ a média geométrica dos tamanhos das
bibliotecas. Os dados observados sdo ajustados como se eles tives-
sem sido todos amostrados a partir de uma distribuicio NB(m* )\, ¢),
utilizando o seguinte algoritmo:

1. Encontre ¢, o estimador CML que maximiza (B.1d)
2. Dada a estimativa de ¢, estime \

3. Assumindo que y, ~ NB(m;A\, ¢), calcule os percentis ob-
servados

1
p; = P(Y <y;|m;X, é) + §P(Y = yilm;A, 9),
i=1,2,-k
4. Utilizando a interpolagéo linear das fungdes dos quantis, gere

pseudo-dados de uma distribuicdo NB(m*\, ¢), com quan-
tis p;

5. Calcule ¢ utilizando a CML nos pseudo-dados

6. Repita os passos 2 a 5 até ¢ convergir
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E possivel, através do ajustamento por quantis, definir um teste
exato. Para um teste com dois grupos A e B, definimos Z, 4 e
Z, g como as somas das pseudo-contagens destes grupos, sobre o
numero de amostras k 4 e k. Sob a hipotese nula,

Z, ~NB(nym* A, on;t), 1€ {A, B}

Assim, é possivel construir um teste exato similar ao teste exato de
Fisher para tabelas de contingéncia.

Condicionando na soma das pseudo-contagens totais, Z, 4 +
Z, g também é uma variavel aleatdria Binomial Negativa. Assim,
o célculo da probabilidade de observarmos classes que sdo tio ou
mais extremas do que aquelas que foram observadas é trivial. Por-
tanto, o p-valor para o teste exato bilateral é definido como a soma
total das probabilidades das classes que ndo sdo mais provaveis do
que aquelas observadas.

3.3 MA Plot

O MA Plot é uma aplicagdo do grafico de Bland-Altman Bland and
Altmar| (1986) em estudos genéticos. Durante muito tempo foi uti-
lizado para representar visualmente as microarrays de duas cores
transformadas nas escalas M (logaritmos) e A (média).

Entretanto, o uso original do grifico de Bland-Altman envol-
via analisar o quio concordantes estavam duas replicagdes de um
mesmo experimento. Embora seja possivel, com um grafico de
dispersdo, verificar se duas replicagdes de um experimento estio
correlacionadas, ndo é possivel, por exemplo, detectar diferencas
sistematicas entre elas.

40



3.4 Comparagdes Multiplas

Se estamos interessados na certa caracteristica R de um experi-
mento com duas replicagdes R, e R,, entdo as coordenadas carte-
sianas (z, y) do MA Plot sdo dadas por

R(z,y) = ( 5

Ry — R2> .

Se o valor médio das diferencas é significantemente diferente de
zero, entdo hd a presenca de um vicio nas medicées realizadas. E
muito comum este grafico possuir limites de concordancia a 95%
entre as medicoes, a fim de facilitar a visualizagdo de suas caracte-
risticas e a deteccio de outliers.

Na Figura B.3 vemos um exemplo do grafico de Bland-Altman
em ac¢do. O conjunto de dados utilizado é o mesmo utilizado em
Bland and Altman (1986). O vemos na figura sdo as duas medig¢des
de débito expiratério maximo instantineo de 17 pacientes. Note
que, aparentemente, ndo hd nenhum tipo de relagdo entre a di-
ferenca e a média das medigdes analisadas. As trés linhas hori-
zontais representadas na figura dizem respeito as quantidades d =
R, — Ry ed + 1,960, onde o é o desvio-padrio de R; — R,.

3.4 Comparacoes Miuiltiplas

Comparagdes multiplas é como chamamos o fato de realizarmos
duas ou mais inferéncias simultaneas. No caso de testarmos ape-
nas uma hipétese, definimos uma regido de rejeigdo para controlar
a taxa de falsos positivos, conhecidos como Erros do Tipo I, en-
quanto atingimos o minimo possivel para a taxa de falsos negati-
vos, chamados de Erros do Tipo II.
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Figura 3.2: Exemplo do grafico de Bland-Altman.

Para ilustrar como este problema pode ocorrer, imagine que de-
sejamos testar a eficicia de uma nova droga. Para isto, dividimos
um certo numero de sujeitos em dois grupos. Em destes grupos
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serd o controle e, o outro, tratamento. Suponha ainda que estamos
interessados em testar mais de uma caracteristica entre estes gru-
pos. Neste caso, dado o nivel « de significancia do teste, ha uma
chance de 100 x a% de rejeitarmos a hipé6tese nula, mesmo que ela
seja verdadeira.

Assim, conforme o niimero de testes aumenta, torna-se cada vez
mais provavel que os grupos controle e tratamento diferenciem-se
em pelo menos uma caracteristica apenas devido a chance.

Desta forma, ao realizarmos multiplos testes, devemos ajustar o
nivel de significAncia v para controlar a taxa de Erro Tipo I para a
familia de testes. Quando realizamos apenas um teste, geralmente
utilizamos ov = «, tal que a probabilidade de um Erro do Tipo I
seja menor do que ay.

O objetivo de métodos de comparagao multipla é encontrar uma
maneira de balancear as caracteristicas opostas de sensibilidade e
especificidade. A literatura estatistica descreve diversas maneiras
de ajustarmos o nivel « dos testes de hipdteses. Este tem sido um
objeto de interesse de pesquisa desde os anos 1950 (Benjamini and
Hochberg (1995)). As origens destes trabalhos podem ser tragadas
até os trabalhos de Schefté e Tukey, com seus limites para intervalos
de confianca dois a dois.

Definimos a taxa de erro do tipo I por familia (FWER - family-
wise type [ error rate) como a probabilidade de pelo menos uma re-
jei¢do falsa entre m testes de hipdteses. Entre os métodos de com-
paragdes multiplas para FWER, podemos citar o método de Bon-
ferroni como o exemplo mais conhecido. Embora seja ingénuo e
muito conservador, foi muito utilizado desde a sua introdu¢do em
1959 (Kutner et al] (2004)). Ao aplicarmos a corre¢ido de Bonfer-
roni, o teste é rejeitado se seu p-valor é inferior a «/m. Entretanto,
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3 Andlise de Dados

se m é muito grande, esta corre¢do é muito conservadora. Assim,
embora seja um método de facil aplica¢io, é pouco utilizado atual-
mente.

Tornou-se muito comum, em muitas aplicagdes do mundo real,
termos que realizar milhares (ou até mesmo milhoes) de testes de
hipéteses simultaneos. O poder do teste é critico nestas aplicagdes,
pois os efeitos mais interessantes estdo no limite de detec¢do. Por
este motivo, quando as tecnologias de sequenciamento genético
tornaram-se mais populares, os métodos tradicionais de compa-
ra¢cdes multiplas comegaram a parecer muito conservadoras. No
caso de dados de RNA-Seq, com dezenas de milhares de compara-
¢Oes multiplas, o controle da FWER torna-se critico.

Para corrigir este excesso de conservadorismo, Benjamini and
Hochberg (1995) propuseram um novo método de controlar a taxa
de falsos positivos em comparagdes multiplas. A época, seu mé-
todo pareceu mais apropriado do que os que existiam até o mo-
mento. Suajustificativa é devida a ideia principal por tras da FWER.
Este método controla a probabilidade de observarmos pelo menos
um falso positivo, i.e., quase nenhum falso positivo pode ocorrer
se a FWER ¢ pequena.

Em Benjamini and Hochberg (1999), o foco do método foi co-
locado na False Discovery Rate (FDR). Este método, quando com-
parado com os métodos FWER (Bonferroni, por exemplo), apre-
senta um menor controle estrito sobre as descobertas falsas. Isto é
importante justamente para identificar os poucos efeitos que real-
mente dentre aqueles muitos que sdo testados.

A ideia por trds da FDR é a de que um conjunto de predigdes pos-
sui um percentual esperando de falsas predi¢des, i.e., hi um certo
nimero de testes que rejeitard a hipdtese nula incorretamente. A
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FDR é a propor¢ao esperada de hipdteses nulas incorretamente re-
jeitadas em um dado conjunto de testes.

Para uma série de testes de hipdteses independentes, a FDR é
dada por

FDR=E| ——
(V + S) ’
onde V é o numero de falsos positivos e S é o nimero de verda-
deiros positivos. O que desejamos é manter o valor da FDR abaixo
de «. Entretanto, este numero nio é calculado facilmente. Geral-
mente,
E(V)
FDR = ——=
S

¢ usado como um valor aproximado da FDR (Benjamini and Ho

chberg (1995)).
A Tabelap.], reproduzida de Verhoeven et all (2005), mostra uma

maneira de identificar os possiveis resultados de uma série de testes
de hipoteses.
Podemos entender a Tabela B.J utilizando a seguinte legenda:

« m é o namero de hipoteses testadas

o mg é o numero de hipdteses nulas verdadeiras

o m — Mg é o nimero de hipdteses alternativas verdadeiras
o V é o0 niimero de falsos positivos (ou “false discoveries”)

« Séonumero de positivos verdadeiros (ou “true discoveries”)
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3 Andlise de Dados

Tabela 3.1: Como identificar os possiveis resultados de uma série
de testes de hipdteses.

Truth Decision Total
Not Significant ~ Significant

Null hypothesis U |4 mg

Alternative hypothesis T S m—mg

Total m—r r m

« T é o numero de falsos negativos
« U é o niimero de negativos verdadeiros
o 7 é o numero de hipdteses nulas rejeitadas (ou “discoveries”)

« em m testes de hip6teses nos quais m, deles sdo hipdteses
nulas verdadeiras, m — m é uma variavel aleatéria obser-
vavel e S, T, U e V sdo variaveis aleatérias que ndo podem
ser observadas

Para testar a diferenciacdo na expressio génica através das m hi-
poéteses nas quais estamos interessados, o procedimento padrio é
combinar os p-valores de cada teste num tnico vetor de p-valores.
Apos este vetor ser compilado, duas etapas sio realizadas:

1. Ordenar os m p-valores calculados do menor para o maior,
denominando-0s como p(y), P(2); " s P(m)

2. Encontrar o maior k tal que Py < .Y
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Assumindo que os testes de hipdteses sdo independentes, este
método controla a FDR desejada. Entretanto, se os testes sdo posi-
tivamente correlacionados, este pode ser um método conservador.
Se os testes sdo correlacionados negativamente, devemos encontrar
o maior k tal que p ) < ma, onde v = 0.5772--éa
constante de Euler-Mascheronif (Benjamini and Hochberd (1999)).

1

Y= limn%oc (ZZ:l % - lOg(n>>

47






4 Aplicacao

Neste capitulo veremos uma aplica¢do da teoria desenvolvida nos
capitulos anteriores. O conjunto de dados analisado aqui foi dis-
ponibilizado por Blekhman et al] (2010). Estas amostras foram ob-
tidas a partir dos figados de machos e fémeas de trés espécies de
primatas: humanos (Homo sapiens), chimpanzés (Pan troglodytes)
e macacos-rhesus (Macaca mulatta).

Veremos como fazer uma andlise exploratoria dos dados a serem
analisados, de modo a ter uma ideia geral da sua qualidade e do
que podemos esperar de nossa analise. Em seguida, utilizaremos o
pacote edgeR para procurar diferencas na expressio génica entre
grupos de nosso interesse.

4.1 Analise Exploratéria dos Dados

Precisamos visualizar e tratar os dados antes de realizarmos os tes-
tes de diferenciagdo da expressdo génica que nos interessam. Neste
exemplo vamos assumir que os dados ja foram sequenciados e pré-
processados através dos programas vistos no Capitulo P Realiza-
remos aqui apenas a parte da andalise que depende de pacotes do
R.

A anilise exploratdria dos dados comega ao percebermos que
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haviam 3 replica¢des biologicas de cada tratamento neste experi-
mento. Cada replica¢do bioldgica foi dividida em 2 faixas. Foram
coletadas 20689 caracteristicas de cada uma das 36 faixas, totali-
zando 71 milhoes de leituras de 35 pares de base mapedveis. As
leituras ndo-processadas podem ser baixadas do Gene Expression
Omnibus (GEO) através do conjunto de dados GSE17274. Estas
contagens ja processadas também podem ser baixadas através do
link http://marcusnunes.me/mgest-2014/GSE17274. txt.

> dados <- read.table(file = "GSE17274.txt",
+ header = TRUE)
> colnames(dados)

## [1] "EnsemblGeneID" "R1L1.HSM1" "R1L2.PTF1"
## [4] "RIL3.RMM1" "R1L4 .HSF1" "R1L6.PTM1"
## [7] "RIL7.RMF1" "R2L2.RMF2" "R2L3.HSM2"
## [10] "R2L4.PTF2" "R2L6.RMM2" "R2L7 .HSF2"
## [13] "R2L8.PTM2" "R3L1.RMM3" "R3L2.HSF2"
## [16] "R3L3.PTM1" "R3L4.RMF3" "R3L6.HSM3"
## [19] "R3L7.PTF3" "R3L8.RMM1" "R4L1.HSM3"
## [22] "R4L2.HSF1" "R4L3.RMM3" "R4L4 .PTF1"
## [25] "R4L6.PTM2" "R4L7 .RMF3" "R4L8.HSM2"
## [28] "R5L1.RMF1" "R5L2.HSM1" "R6L3.PTF3"
## [31] "R5L4.RMM2" "R5L8.RMF2" "R6L2.PTM3"
## [34] "R6L4.PTM3" "R6L6.PTF2" "R8L1.HSF3"

## [37] "RSL2.HSF3"

A primeira coluna, chamada EnsembleGeneID, identifica cada
um dos genes dos organismos consideramos neste experimento.
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4.1 Andlise Exploratéria dos Dados

Perceba que cada coluna, a partir da segunda, possui um cddigo
associado a ela. Este cddigo nos da informagdes a respeito do chip
onde o experimento foi realizado e do sujeito analisado. Ele deve
ser interpretado da seguinte maneira:

« Os dois primeiros caracteres, com a letra R e um ndimero,
referem-se ao run do experimento. Ou seja, identifica em
qual chip a amostra de material genético estava. R2 signi-
fica, portanto, que a amostra foi colocada no segundo chip
utilizado neste experimento.

o Os dois caracteres seguintes referem-se a faixa (lane) do chip
onde o material genético foi colocado. Conforme vimos no
Capitulo B, até oito faixas podem ser utilizadas em cada ex-
perimento. Desta forma, L6 informa que o material a ser
analisado foi colocado na faixa 6.

« O ponto marca a separagio entre as identificagdes do chip e
do sujeito.

o As duas letras a seguir indicam a espécie do sujeito. Como
vimos anteriormente, este estudo analisou humanos (Homo
sapiens), chimpanzés (Pan troglodytes) e macacos-rhesus (Ma-
caca mulatta). As iniciais do género e da espécie sdo utiliza-
das para identificar a espécie de cada sujeito. Portanto, RM
indica um macaco-rhesus.

o Os caracteres finais indicam se o sujeito é macho (M) ou fé-
mea (F). Assim, M2 indica que este sujeito é o segundo macho
desta espécie.
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Seguindo esta convengao, o codigo R2L6 . RMM2 nos informa que
esta amostra foi obtida no chip 2, faixa 6 e ¢ do macaco-rhesus ma-
cho niimero 2.

Como vimos no Capitulo f, a distribui¢do dos dados de RNA-
Seq segue a distribuicdo Binomial Negativa, o que implica numa
assimetria alta. Desta forma, a maioria dos graficos para sua analise
sdo mais interpretaveis na escala logaritmica. Como nio podemos
calcular log(0), e estes dados geram muitas contagens nulas, vamos
adicionar 0, 25 aos dados. Assim, log,,(0,25) = log,(1/4) = —2.
Portanto, todos os zeros do conjunto de dados estardo localizados
em —2. Como vamos fazer varios graficos dos logaritmos destas
contagens, é mais pratico criar um novo data frame com estes va-
lores, que vamos chamar de log.dados.

> log.dados <- log2(dados[, 2:37] + 0.25)

Através de graficos, podemos ter uma ideia da qualidade dos da-
dos a serem analisados. Come¢amos fazendo histogramas de uma
faixa do chip para cada espécie considerada no experimento.

> par(mfrow = c(2, 3))

> for (i in 1:6) {

+ hist(log.dados[, i], xlab = "log(Contagem)",

+ ylab = "Frequéncia", main = colnames(log.dados) [i])
+ }

Perceba, na Figura [1.1, como as distribui¢des das contagens sdo
altamente similares através das espécies e como ha um predominio
das contagens iguais a zero.
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Figura 4.1: Histogramas dos logaritmos das contagens de seis su-
jeitos do experimento.

A seguir, faremos gréficos de dispersio para avaliar as replica-
¢Oes técnicas do experimento. Vamos comparar as contagens de
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duas replica¢des do experimento para cada espécie e sexo anali-
sada. Novamente, faremos apenas os 6 primeiros graficos. Note
que estamos aplicando uma transparéncia na cor dos pontos do
grafico para que possamos ter uma ideia da densidade destes pon-
tos.

> par(mfrow = c(2, 3))
> repl.bio <- unique(substr(colnames(log.dados) [1:36],
6, 9))
for (i in repl.bio[1:6]) {
col.n <- grep(i, colnames(log.dados))
plot(log.dados[, col.n[1]], log.dados[,
col.n[2]], main = i, xlab = "Repl 1",
ylab = "Repl 2", col = rgb(0, O,
0, 0.005), pch = 16)

+

+ 4+ + + + + VvV

Note que ha uma concentragio grande de pontos proximos a ori-
gem dos graficos exibidos na Figura .3, A direita da origem, a
densidade destes pontos diminui, indicando que densidade de ob-
serva¢des diminui, tornando a aumentar logo depois. Perceba tam-
bém que a dispersdo dos dados também é maior préximo a origem
e vai diminuindo conforme as contagens aumentam.

Conforme vimos no Capitulo f, podemos utilizar MA plots para
fazer comparagdes entre duas amostras aleatérias. Note que nio é
necessario utilizar os logaritmos dos dados neste caso, pois a fungéo
maPlot calcula estes valores automaticamente.
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cas de alguns sujeitos do experimento.
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> library(edgeR)

## Loading required package: limma
## Loading required package: methods

> par(mfrow = c(2, 3))

> for (i in repl.bio[1:6]) {

col.n <- grep(i, colnames(dados))

tmp <- maPlot(dados[, col.n[1]], dadosl,
col.n[2]], main = i)

abline(h = 0, col = "white")

+ + + + +

Note que a Figura [1.3 exibe as relagdes entre a concentragéo e
o fold-change através dos genes. Complementando as informagdes
da Figura[1.3, podemos perceber a alta variabilidade dos genes com
baixa contagem, enquanto os genes de alta contagem apresentam
baixa variabilidade.

Além disso, note que tragamos uma reta horizontal passando
por o. Através dela, percebemos que os valores M estao sistema-
ticamente acima ou abaixo desta linha de referéncia para valores
altos de A. Uma hipoétese para este fato seria uma diferenca no so-
matdrio da contagem total das faixas dos chips. Podemos verifi-
car esta hipétese através de uma normalizagdo destas contagens,
dividindo-as pela soma das contagens das faixas do chip.
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Figura 4.3: MA plots dos primeiros sujeitos, de ambos os sexos, das
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N

lib.n <- apply(dados[, 2:37], 2, sum)
dados.lib <- t(dados[, 2:37])/lib.n
dados.1lib <- t(dados.lib)
par (mfrow = c(2, 3))
for (i in repl.bio[1:6]) {
colno <- grep(i, colnames(dados.lib))
tmp <- maPlot(dados.lib[, colno[1]],
dados.lib[, colno[2]], main = i)
abline(h = 0, col = "white")

+ + + + + V V. V Vv V

}

A Figura [1.4 sugere que, de fato, a diferenca percebida anterior-
mente pode ser explicada pela diferenga no total de contagens de
cada faixa. Assim, vamos somar as duas replicagdes de cada sujeito
antes de proceder com a normalizagdo dos dados. Vamos criar um
dendrograma para checar se as duas faixas com as expressoes gé-
nicas de cada sujeito sdo similares. Este dendrograma estd exibido

na Figura [g.3.

> dist <- as.dist(1 - cor(log.dados))
> plot(hclust(dist), main = "Dendrograma",
+ ylab = "Altura")

Se as faixas com as replica¢des dos sujeitos estiverem proximas
entre si, podemos assumir que elas sdo suficientemente similares.
Note que é exatamente isto que vemos na Figura [t.9. Portanto, po-
demos considerar a soma destas replicacdes em nossa analise.

Ao somar as colunas com as replicagdes dos sujeitos, vamos apro-
veitar e eliminar os genes com menos de 10 contagens somadas por
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todas as faixas. Fazemos isto devido a limitag
utilizamos para testar a diferenca na express
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estes genes com baixas contagens reduzird o tempo computacional
da estimagio, aumentara o poder do teste e melhorara da estima-
¢do do FDR para os outros genes.

> dados.10 <- apply(dados[, 2:37], 1, sum) >
+ 9

> dados.total <- as.matrix(dados[dados.10,

+ 2:191)

> colnames(dados.total) = repl.bio

> rownames (dados.total) = dados[dados.10, 1]
> for (i in repl.bio) {

+ col.n <- grep(i, colnames(dados))

+ dados.total[, i] <- apply(dados[dados.10,
+ col.n]l, 1, sum)

+ 3

A seguir, vamos criar fatores com os tratamentos de casa amos-
tra, para que possamos, posteriormente, realizar os testes de dife-
renciacio da expressao génica.

> tratamentos <- substr(colnames(dados.total),
+ 1, 3)

> tratamentos <- factor(tratamentos)

> tratamentos.n <- unique(tratamentos)
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4.2 Testes de Expressao Génica

Utilizaremos o pacote edgeR na andlise que realizaremos a seguir.
Antes de inicid-la, precisamos transformar a matriz que obtivemos
anteriormente em um objeto do tipo DGEList. Fazemos isto por-
que o pacote que utilizamos exige que os dados de contagem e as
informagdes sobre os tratamentos do experimento constem den-
tro deste objeto. Além disso, o pardmetro de dispersdo ¢ também
é estimado com um valor comum para todos os genes através da
fun¢éo estimateCommonDisp. Como efeito colateral, a média ge-
ométrica dos tamanhos das bibliotecas ¢ calculada e um conjunto
de contagens normalizado ¢ criado.

> d <- DGEList (counts = dados.total, group = tratamentos,
+ genes = rownames (dados.total))

> d <- estimateCommonDisp(d)

> d$common.dispersion

## [1] 0.1749

N6s poderiamos fazer um dendrograma similar ao da Figura [1.g
para os dados normalizados, mas o pacote edgeR possui a fungdo
plotMDS, mais adequada para exibir graficamente o que estamos
desejando verificar. Esta fungao utiliza uma férmula para calcular
distancia mais adequada para dados discretos.

> plotMDS(4d)

Note como os sujeitos da mesma espécies tendem a ficar préxi-
mos entre si na Figura 1.4 As distancias neste grafico podem ser
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Figura 4.6: Gréfico das relagdes da amostra baseado em escalona-
mento multi-dimensional.

interpretadas como mudangas log,, -fold.
Vamos, enfim, proceder a analise da diferenciacédo génica entre
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grupos. De acordo com Robinson et all (2010), isto é feito através
de um teste exato de Fisher modificado, que leva em conta a disper-
sdo nos dados. Esta dispersdo pode ser definida como o, se estiver-
mos interessados em ajustar um modelo baseado na distribuicdo
de Poisson. Entretanto, parece ser mais indicado que utilizemos o
valor da dispersdo calculada anteriormente na hora de estimar as
estatisticas deste teste.

Para testar a diferenca de expressdo génica entre os grupos de

machos e fémeas humanos, fazemos

> HSM.vs.HSF <- exactTest(d, pair =
> HSM.vs.HSF

## An object of class

##
##
##
##
##
##
##
##
##
##
##
##
##
##
##

64

$table

ENSGO0000000003 -0.
.79476
ENSGO0000000419 -0.
0.
0.
14976 more rows ...

ENSGO0000000005
ENSG00000000457
ENSG00000000460
$comparison

[1] "HSF" llHSMn

$genes

1

"DGEExact"

logFC
06484

35879
18363
02462

logCPM
6.9082
-0.5125
4.1865
5.0917
1.4939

c(1, 2))

PValue
0.8985
1.0000
0.4994
0.7215
1.0000

[1] "ENSGO0000000003" "ENSGO0000000005"
[3] "ENSGO0000000419" "ENSGO0000000457"



4.2 Testes de Expressdo Génica

## [5] "ENSGO0000000460"
## 14976 more rows ...

Temos, dentro do objeto HSM. vs . HSF, o resultado do teste com-
parando os grupos que nos interessam. Perceba que table é o
componente que mais nos interessa aqui, pois é dentro dele em que
estdo os resultados dos testes.

> head (HSM.vs.HSF$table)

#i# logFC 1logCPM PValue
## ENSG0O0000000003 -0.06484 6.9082 0.89854
## ENSGO0000000005 1.79476 -0.5125 1.00000
## ENSG0O0000000419 -0.35879 4.1865 0.49944
## ENSG0O0000000457 0.18363 5.0917 0.72150
## ENSG0O0000000460 0.02462 1.4939 1.00000
## ENSG00000000938 -1.01120 4.4394 0.05387

De maneira analoga, para testar a diferenca de expressao génica
entre os grupos de machos humanos e chimpanzés, fazemos

> HSM.vs.PTM <- exactTest(d, pair = c(2, 4))
> head (HSM.vs.HSF$table)

## logFC 1logCPM PValue
## ENSG0O0000000003 -0.06484 6.9082 0.89854
## ENSGO0000000005 1.79476 -0.5125 1.00000
## ENSG0O0000000419 -0.35879 4.1865 0.49944
## ENSG0O0000000457 0.18363 5.0917 0.72150
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## ENSG0O0000000460 0.02462 1.4939 1.00000
## ENSGO0O000000938 -1.01120 4.4394 0.05387

Através destes outputs, podemos fazer algumas analises a res-
peito dos genes. Por exemplo, no caso em que comparamos as gru-
pos de machos e fémeas humanos, ndo encontramos nenhum gene
que indicasse alguma diferenca na expressao entre estes grupos. O
mesmo ocorre quando interpretamos os resultados da comparagao
entre machos humanos e chimpanzés: nenhum dos seis primeiros
genes apresenta diferenca de expressdo entre os dois grupos.

Antes que fagamos uma analise mais apurada dos resultados ob-
tidos, note que utilizamos um valor comum para a dispersio dos
genes. Tal suposi¢ao ndo é factivel. Nao possuimos nenhum in-
dicio bioldgico que sustente esta caracteristica. Por isso, faremos
novamente o ajuste feito anteriormente, mas desta vez utilizando
valores de dispersdo diferentes entre os genes.

> d10 <- estimateTagwiseDisp(d, prior.df = 10)
> TW.HSM.vs.HSF <- exactTest(d10, pair = c(1,
+ 2))

> head (TW.HSM.vs.HSF$table)

## logFC 1logCPM PValue
## ENSG0O0000000003 -0.06455 6.9082 0.8861
## ENSG00000000005 1.78073 -0.5125 1.0000
## ENSG0O0000000419 -0.35694 4.1865 0.3604
## ENSG0O0000000457 0.18184 5.0917 0.6731
## ENSG0O0000000460 0.02430 1.4939 1.0000
## ENSG0O0000000938 -1.01006 4.4394 0.1192
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> TW.HSM.vs.PTM <- exactTest(d10, pair = c(2,
+ 4))
> head (TW.HSM.vs.PTM$table)

## logFC 1logCPM  PValue
## ENSG0O0000000003 0.9215 6.9082 0.039618
## ENSG0O0000000005 0.8848 -0.5125 1.000000
## ENSG00000000419 0.3491 4.1865 0.362794
## ENSG00000000457 1.2639 5.0917 0.003564
## ENSG00000000460 -0.3789 1.4939 0.536722
## ENSG00000000938 0.7353 4.4394 0.258405

A opgaoprior.df estarelacionada com a suavizagdo no célculo
da estimativa do pardmetro ¢. Como aqui utilizamos prior.df=10,
isto significa que as estimativas da dispersao de 10 genes foram uti-
lizados para calcular gZ; Se tivéssemos utilizado prior.df=100,
entdo estimativas da dispersdo de 100 genes seriam utilizados para
calcular ¢. Note que quanto maior prior.df for, mais suaviza-
das as estimativas serdo e mais proximas elas estardo do valor da
dispersdo comum.

Com os resultados obtidos acima, podemos listar os genes que
possuem a maior diferenga entre os grupos para os dois casos que
analisamos.

> topTags(TW.HSM.vs.HSF, adjust.method = "BH")

## Comparison of groups: HSM-HSF
## genes logFC logCPM PValue
## 6515 [ENSG00000138131 5.089 5.3944 2.756e-07
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##
##
##
##
##
##
##
##
##
##
##
##
##
##
##
##
##
##
##
##

Perceba que pedimos para os p-valores dos genes com maior di-
ferenca entre os grupos sejam reportados em ordem crescente. As-
sim, o topo da lista mostra o gene que apresenta a maior diferenca
entre os grupos, e esta diferenga vai diminuindo conforme vamos

9245
11722
5185
11344
6819
4457
12473
750
8849

6515
9245
11722
5185
11344
6819
4457
12473
750
8849

ENSG00000163017
ENSG00000178297
ENSG00000128285
ENSG00000175084
ENSG00000140403
ENSG00000120694
ENSG00000185031
ENSG00000060566
ENSG00000160181
FDR
0.004129
0.214623
0.214623
0.245900
0.245900
0.245900
0.264174
0.387569
0.683441
0.991113

descendo na tabela.

Praticamente ndo encontramos diferencas significativas quando
comparamos o grupo de homens com o grupo de mulheres. Ape-
nas o gene ENSGo0000138131 apresenta diferenca significativa na
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.5679
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.879e-05
.342e-05
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.234e-04
.070e-04
.106e-04
.616e-04
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expressdo génica entre estes dois grupos. Entretanto, isto nao ocorre
se considerarmos humanos e chimpanzés machos:

> topTags(TW.HSM.vs.PTM, adjust.method = "BH")

## Comparison of groups: PTM-HSM
## genes logFC logCPM PValue

## 14119 ENSG00000208587 14.776 7.931 9.663e-64
## 14118 ENSG00000208570 14.097 8.107 2.310e-54
## 8570 ENSGO0000157399 -6.777 5.252 1.262e-32
## 5911 ENSGO0000134391 -9.228 6.204 2.453e-29
## 399  ENSGO0000025423 -6.002 8.026 4.218e-28
## 9325 ENSG0O0000163444 ©5.757 4.229 6.610e-26
## 6712 ENSGO0000139540 -8.208 6.585 1.885e-24
## 1901 ENSG00000099834 -6.730 6.475 2.650e-23
## 14854 ENSG00000219802 9.927 3.164 1.353e-22
## 14936 ENSG00000220688 4.526 ©5.146 5.968e-20
## FDR
## 14119 1.448e-59
## 14118 1.731e-50
## 8570 6.303e-29
## 5911 9.186e-26
## 399 1.264e-24
## 9325 1.650e-22
## 6712 4.034e-21
## 1901 4.963e-20
## 14854 2.252e-19
## 14936 8.940e-17
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4 Aplicagdo

O que percebemos nestes resultados é que, nos casos da compa-
ragdo entre genes de humanos machos e fémeas, ndo encontramos
nenhum gene que apresentasse diferenca na sua expressao entre os
grupos considerados.

Para efeitos de reproducibilidade, seguem as informagdes a res-
peito do sistema onde a andlise foi realizada.

> sessionInfo()

## R version 3.1.1 (2014-07-10)

## Platform: x86_64-apple-darwini3.1.0 (64-bit)

##

## locale:

## [1] en_US.UTF-8/en_US.UTF-8/en_US.UTF-8/C/en_US.UTF-8/en_U
##

## attached base packages:

## [1] methods  stats graphics grDevices
## [5] utils datasets Dbase
##

## other attached packages:

## [1] edgeR_3.6.8 limma_3.20.9 knitr_1.6

##

## loaded via a namespace (and not attached):
## [1] evaluate_0.5.5 formatR_1.0 highr 0.3
## [4] stringr_ 0.6.2 tools_3.1.1
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